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Introducción 

Las necesidades económicas y sociales ocasionan cambios 

de uso de suelo, ya sea para la explotación de recursos 

naturales o la adaptación a tierras agrícolas. Esto da lugar a 

la pérdida de áreas con recursos forestales, creando un 

impacto directo sobre el medio biótico, tal como la 

degradación de la tierra, emisiones de carbono, y el deterioro 

de la capacidad del sistema para satisfacer las necesidades 

humanas (Lambin et al., 2003). 
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Un terreno preferentemente forestal es aquel que en el 

pasado estuvo cubierto con vegetación forestal y en la 

actualidad esté terreno se encuentra sin presencia de ella, 

pero dadas las condiciones topográficas, clima y suelo es 

más apto para el uso forestal. Un criterio para caracterizar 

los terrenos preferentemente forestales es la pendiente, 

por lo que las áreas agrícolas, pastizales cultivados o 

inducidos y áreas sin vegetación aparente, con pendiente 

mayor al 15%, se considera con vocación forestal  (Diario 

Oficial de la Federación, 2011). 
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Introducción 

http://www.dof.gob.mx/nota_detalle.php?codigo=5221940&fecha=30/11/2011 

Vocación forestal 



 Existen distintos algoritmos para clasificación supervisada; 

sin embargo, cuando es necesario analizar datos 

complejos como el caso de imágenes naturales, con 

distribuciones no lineales y múltiples variables de entrada, 

es necesario seleccionar modelos competentes como las 

Redes Neuronales Artificiales (RNAs), que han respondido 

satisfactoriamente por su potencial para el reconocimiento 

de patrones y el procesamiento de imágenes satelitales 

(Ramirez y Chacon, 2011; Lizarazo, 2008). 
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Modelo de Clasificación 

Introducción 



Muestreo 
 Para definir los sitios de entrenamiento se utilizó un 

esquema de muestreo estratificado aleatorio.  

 Los estratos se determinaron mediante un modelo de 

clasificación no supervisada (Macedo, 2011). 

 La aleatoriedad se determinó mediante la generación N 

coordenadas (x,y), de manera aleatoria por estrato. 

 El tamaño de la muestra se determinó mediante un 

modelo estadístico de distribución multinomial con 

intervalos de confianza de 95% para cada una de las 

categorías previamente calculadas.  
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Las unidades de muestreo fueron los polígonos. 

Mediante recorridos de campo con GPS y 

Digitalización sobre la imagen SPOT con refinado 

pancromático por el  método de nitidez espectral 

Gram-Schmidt conocido como “pansharpened”, donde 

los pesos para el satélite SPOT 7 son: R: 0.166, G: 

0.167, B: 0.167, IR: 0.5. a 1.5 m. 
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Pre-procesamiento 

Correcciones radiométricas. 

Correcciones geométricas. 

 

Cuya metodología se publicó en (Macedo, 2019) 
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Estructura de la Red neuronal 

artificial 
La arquitectura utilizada fue: la de Perceptrón multicapa. 

Como se muestra en la figura 1. se caracteriza por tener una 

capa de entrada, una capa oculta y una capa de salida. 

Cada neurona es una unidad de procesamiento fundamental y 

tiene 3 elementos básicos:  

1. Enlace con un valor peso (w). 

2. Un modelo lineal entre las neuronas de entrada y los 

pesos. 

3. Una función de activación. Un algoritmo de propagación 

resiliente como se indica en  Riedmiller (1993). 
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Figura 1. Tipología de la red neuronal utilizada en la investigación  

  



Entrenamiento 
 Como variables de entrada (neuronas) son: las 

reflectancias de las cuatro bandas mas la media y 

covarianza y la topografía (7 neuronas de entrada). 

 Como neuronas ocultas se usaron 15 ya que de acuerdo 

con Huang (2002). 

𝑵𝑶 = 𝟐 ∙ 𝑵𝑬 + 𝟏 

Donde NO son las neuronas ocultas y NE las neuronas de 

entrada. 

 La función de activación sigue un modelo gaussiano con 

valores de beta y gamma por default (en este caso 1). 

Como criterios de término de la función se usó épsilon=1.9 

y 2000 iteraciones.  
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Evaluación de la exactitud temática 

Una vez entrenado el modelo, se clasificó toda la 

imagen y el 20% de las muestras reservadas, se 

usaron para calcular el  estadísticos basados en 

matrices de confusión. 

A partir de la matriz de confusión se calculan 

distintos índices que permiten evaluar el grado de 

concordancia entre la clasificación evaluada y una 

clasificación de referencia. 

Como variables de salida (neuronas) se usaron 6 

neuronas de salida (tomadas del 80% del muestreo 



Resultados 
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Cobertura 

Superficie No. De muestras por tipo de cobertura 

Ha % 

Forestal 17668.9 41.3% 279 

Superficie no 

cultivada  

11452.3 26.8% 181 

Suelo desnudo 5583.9 13.1% 88 

Agua 3688.7 8.6% 58 

Infraestructura 3419.7 8.0% 54 

Superficie 

cultivada 

963.7 2.3% 15 

Totales 100% 675 

 

Numero de muestras para el entrenamiento y evaluación del modelo 
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Clase Superficie (ha) % 

Zona cultivada 1,540.10 3.60 

Agua 2,136.50 4.99 

Áreas Con Vocación Forestal 3,612.20 8.44 

Infraestructura 4,922.00 11.51 

Forestal 15,267.80 35.69 

Sin cobertura vegetal y pendientes < 15% 15,298.70 35.76 

Total 42,777.30 

Superficie por clase de cobertura incluyendo AVF 
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Resultados 

  C l a s i f i c a d o r  

 
 

A F I Znc SD Zc Pr 

R
 e

 f
 e

 r
 e

 n
 c

i 
a

 A 100.00 0.00 0.00 0.00 0.00 0.00 100% 

F 0.05 97.85 0.00 0.00 2.09 0.00 98% 

I 1.47 0.24 73.13 14.91 8.67 1.58 73% 

Znc 0.03 0.00 2.99 90.62 6.37 0.00 91% 

SD 0.00 0.00 10.37 0.99 88.64 0.00 89% 

Zc 0.88 0.00 0.00 2.65 3.65 92.81 93% 

 Pc 98% 100% 85% 83% 81% 98%  

 

. Matriz de confusión de la imagen con fecha 12 de abril 2017 (%) 

A: Agua, F: Forestal, I: Infraestructura, Znc: zona no cultivada, SD: suelo 

desnudo, Zc: zona cultivada, Pr: Precisión de referencia, Pc: Precisión 

de clasificador 
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. Indicadores de precisión para la clasificación supervisada por 

el método de RNA en el municipio de Texcoco, 2017. 

 

Donde: pp es precisión del productor (pixeles correctamente clas) 

             pu es la precisión del usuario (error de comisión) 

 

Clase 𝑃𝑝  𝑃𝑢  Kappa 𝑃𝑔  

Agua 1.00 0.91 

0.83 0.88 

Forestal 0.98 1.00 

Infraestructura 0.73 0.91 

Herbáceas 

temporales 
0.91 0.93 

Suelo 

desnudo 
0.89 0.24 

Zona cultivada 0.93 0.92 

 



Interpretación del coeficiente kappa  

(Ladis, 1977) 
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Coeficiente kappa Fuerza de 

concordancia 

Pobre <0.00 

Leve  0.01-0.20 

Aceptable  0.21-0.40 

Moderada 0.41-0.60 

Buena  0.61-0.80 

Muy buena 0.81-1.00 



Conclusiones 
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El uso de redes neuronales artificiales permite 

desarrollar clasificaciones de alta precisión en 

comparación con otros métodos tradicionales en los que 

se analizan menos variables. 

El área sin cobertura vegetal con vocación agrícola, se 

puede clasificar como áreas con necesidad de 

restauración inmediata (reforestación). 



Trabajos futuros 
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Sería interesante evaluar si la precisión de un 

análisis multicriterio como este puede mejorarse 

usando un clasificador como redes neuronales 

artificiales que incluya información auxiliar como 

variables climáticas, de suelo, topográficas etc.  
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